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第 26回 画像の認識・理解シンポジウム

交通シーンにおける歩行者の注視対象物推定の検討

村上 大斗1,a) 陳 嘉雷1 出口 大輔1 平山 高嗣2,1 川西 康友3,1 村瀬 洋1

概要
本発表では，交通シーン中における歩行者が注視して

いる対象物（PEdestrian Gaze Object: PEGO）を推定す
るという新しいタスクと，Transformerを利用して PEGO

を推定する手法を提案する．歩行者の行動予測において
PEGOの推定は重要であり，より洗練された自動運転の実
現にとって重要な情報である．しかしながら，自車両から
離れた歩行者の解像度は低く，視線計測に基づく PEGO

の推定は不可能である．そこで本発表では，歩行者の全身
の特徴を利用したシンプルなアルゴリズムである PEGO

Transformer を提案する．独自に構築した PEGO データ
セットを用いた評価により，PEGO Transformerの有効性
を確認した．

1. はじめに
歩行者の注視対象物（PEdestrian Gaze Object: PEGO）

推定は，自動運転車両等が歩行者の行動を予測するために
解決すべき重要な技術課題である．例えば，図 1のように
バイクを注視している歩行者は，車道に飛び出さず，少な
くともバイクが通過するまで待つだろうと想定できる．こ
のように，PEGOの推定結果は，歩行者が今後どのような
行動をとるかを明らかにする重要な手がかりとなる．
これまでに，人間の注視対象を推定しようとする試みが

いくつかなされている [7, 10]．しかし，これらは日常生活
や小売店シーンを対象としていることから，カメラ画像に
写る人物の割合が大きく，また人物と対象物の距離が非常
に近いため，交通シーンとは対象物の密度や距離等の状況
が大きく異なる．
そこで，これまでに我々は歩行者の注視対象物データ

セット [12]を構築した．本データセットでは，車載カメラ
画像に写る歩行者が，同じ画像中に写るどの物体を注視し
ているかをアノテーションした．
本発表では，この歩行者の注視対象物データセットを用い

た，交通シーンにおける歩行者の注視対象物 (PEGO)を推定
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図 1: バイクを注視する歩行者

するPEGO Transformerを提案する．PEGO Transformer

は，入力画像から特徴を抽出するFeature Extractor，物体に
対応する特徴を捉える Deformable Transformer Decoder，
特徴を利用して PEGOの予測結果を生成する Projection

Layerからなり，PEGO Transformerの学習に利用する教師
ラベルを生成する Label Generatorと合わせて 4モジュー
ルから構成される．

2. 関連研究
2.1 交通シーン以外での注視対象推定
Recasensら [7]は，人間の視線推定のためのデータセッ

トと手法である GazeFollowを提案している．この先駆的
な研究は，人の行動予測における注視対象推定タスクの重
要性を示している．このデータセットは視線方向の推定を
目的としており，我々が目標とする注視する物体の推定で
はない．視線方向の推定のみの場合，たとえ視線上で最近
傍の物体を選択しても，二次元画像上では物体同士の奥行
き関係が表現できないため，正しい注視対象物が得られる
とは限らない．よって，従来の視線を推定対象とする手法
ではなく，物体を推定対象とする，物体レベルの推定手法
が必要である．
Wangら [10]は，顧客がどの商品を注視しているかを物

体レベルで推定する GaTectorを提案している．この手法
では対象人物の頭部特徴から注視領域を推定し，推定され
た注視領域と重なる物体を注視物体と判定している．しか
し，GaTectorの対象は小売店のように人物と対象物体が
近いシーンであり，交通シーンとは人物と物体の位置関
係や物体が配置される密度が大きく異なる．特に，車載カ
メラで撮影された歩行者の多くは距離が遠く，画像解像
度が低くなる．そのため，小売店シーンで撮影された歩行
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図 2: 歩行者注視対象物データセット収録例：対象歩行者
を黄色の BBox，注視対象物を赤色の BBox，アノテーショ
ンした注視点を赤点で示す．

者よりも小さく，不鮮明に写る．よって，交通シーンでは
GaTectorが注視領域の推定に用いる頭部特徴の抽出が困難
であり，PEGO推定のためには新たな手法が必要である．

2.2 歩行者の注視対象推定
車載カメラ画像に写る歩行者は撮影距離やカメラ画角の

関係から，小さく不鮮明に写ることが多いため，鮮明な頭
部位置画像を必要とする既存の注視対象推定手法が適用で
きない．そこで我々の研究グループでは，頭部位置に依存
せず，歩行者の全体的な外見に基づく注視対象推定に取り
組んでいる．畑ら [3]の研究では，歩行者の骨格情報を用
いることで歩行者が自車両を見ているかどうか（アイコン
タクト）を推定している．しかし，自車両を見ていない歩
行者が何を注視しているかは推定できない．

2.3 歩行者注視対象物データセットの構築
従来の注視対象推定タスク向けのデータセット [7, 10]

は，推定対象が物体ではなく視線であり，人物と物体との
位置関係が交通シーンとは大きく異なっている．そのた
め，交通シーンにおける PEGO推定に利用することはで
きない．一方，交通シーンを対象とした物体検出等のデー
タセット [1, 7, 8]がいくつか存在するものの，いずれも歩
行者の注視対象はアノテーションされていない．
そこで我々は，既存の交通環境データセットを拡張し，

歩行者の注視対象物データセット [12]を構築した．この
データセットでは，図 2に示すように車載カメラ画像中の
歩行者の注視対象がアノテーションされている．加えて，
対象となる歩行者の ID，BBox座標，注視点座標，PEGO

の BBox座標，PEGOの物体クラス，歩行者の状態などの
アノテーションが含まれている．

3. 歩行者の注視対象物推定
本節では，歩行者の注視対象物（PEGO）推定を行なう

Transformerベースの手法 “PEGO Transformer”を提案す
る．PEGO Transformerは図 3に示す 4つのモジュールで
構成される．まず入力画像を Feature Extractorに入力し
て画像特徴量を獲得し，Deformable Transformer Decoder
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図 3: PEGO Transformerの構成

で物体ごとに対応する特徴を獲得する．獲得した物体ごと
の特徴を，教師ラベルを生成する Label Generatorと，物
体間の注視対応関係を表現する Projection Layerにそれぞ
れ入力し，PEGOの推定を行なう．以下で各モジュールに
ついて紹介する．

3.1 PEGO Transformerの構成
Feature Extractor. Feature Extractor は CNN バッ
クボーンと Deformable Transformer Encoder [11] で構
成され，画像特徴量の獲得を行なう．まず，入力画像
x ∈ RC×H×W を CNNバックボーン（ResNet [4]）に入力
して画像特徴量を得る．次に，得られた画像特徴量を平坦
化し，Positional Embeddingを加えて Deformable Trans-

former Encoderに入力する．Deformable Transformer En-

coderの self-attentionモジュールを通して各画像特徴同士
がそれぞれ影響し合う相互関係を捉える．
Deformable Transformer Decoder. Deformable

Transformer Decoder [11] は，Feature Extractor の出力
を入力とし，以下の手順を通して各物体に対応する特徴量
とオブジェクトクエリ（oq ∈ RC） [2]を対応付ける．ま
ず，N 個の oq，OQ = {oq1, oq2, ..., oqN}を予めランダムな
値で初期化し，Deformable Transformer Decoderに入力す
る．入力されたOQは，Deformable Transformer Decoder

の cross-attentionモジュールによって Feature Extractor

の出力と物体に対応する特徴が対応付けられ，さらに self-

attentionモジュールを通してそれらの関係性を捉える．こ
れにより，OQの各 oq はそれぞれ物体と 1対 1に対応した
特徴量となる．
Projection Layer. Projection LayerはTransformer En-

coder [9]とMLPで構成される．Transformer Encoderは，
OQ を入力として物体間の注視対応関係を捉える．MLP

は，Transformer Encoder の出力を後述する PEGO 行列
P̂ に投影する役割を担う．
Label Generator. Label Generatorは Projection Layer
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図 4: PEGO行列の例

の訓練に用いる，教師ラベルの PEGO行列 P を生成する．
PEGO行列 P ∈ [0, 1]N×N は，画像中の物体間の注視関
係を表現した N ×N の行列である．i番目の OQ，oqiに
対応する物体が，j 番目のOQ，oqj に対応する物体を注視
している場合，PEGO行列の要素を Pi,j = 1とする．図 4

に PEGO行列の例を示す．1番目のOQ（oq1）に対応する
歩行者が 3番目の OQ（oq2s）に対応する車を注視してい
るとき P1,3 = 1となり，それ以外は 0となる．また，歩行
者以外に対応する OQ の行についてはすべて 0となる．
教師ラベルの PEGO行列 P を生成するために，まずN

個の oq，OQ中からそれぞれ物体領域を囲う矩形 (BBox)と
クラスを推定する．そのうち，推定されたクラスが歩行者
であり，かつその尤度がしきい値 δI 以上となる oq を探す．
これらは歩行者の検出結果として扱い，その oq がOQの何
番目の要素であるか (インデックス)をM = {m1,m2, . . .}
として記憶する．次に，データセット中から各m ∈ Mに
対応する歩行者の注視対象物のアノテーションを取得し，
その物体がOQの n番目の要素に対応するとき，Pm,n = 1

とする．

3.2 損失関数
PEGO行列の値の多くは 0となるため，単純な損失関数

（例えば BCE損失 [6]）はクラス不均衡の問題からモデル
の学習ができない．そこで，クラス不均衡がある場合でも
効率よく学習可能な，次式の Focal損失 [5]を用いる．

L = −
N∑
i

N∑
j

α(1− P̂i,j)
γ log(P̂i,j), (1)

なお，αと γ は異なるサンプル数を持つクラスの損失のバ
ランスを調整するハイパーパラメータである．

3.3 PEGO推定
PEGO Transformerで求めたPEGO行列 P̂ から，PEGO

の推定を行なう．ここで，P̂ 中で歩行者に対応する行の
インデックスを M̂ = {m̂1, m̂2, . . .} とする．そして，各
m ∈ M̂に対して次式により PEGO候補に対応するOQの

インデックス θm を得る．

θm = argmax
i

P̂m,i. (2)

そして，推定されたクラス尤度がしきい値 δII 以上である
θ̂m を得る．

θ̂m =

θm if fCP (OQ[θm]) > δII

∅ otherwise
(3)

ここで fCP (OQ[θ])は，OQ の θ番目の oq に対応する物体
のクラス尤度を表す．θ̂m = ∅の場合，θm を除く PEGO

候補（m ∈ M̂\ θm）に対し，式 (2)と (3)を繰り返し適用
する．これにより，対象歩行者 m ∈ M̂の PEGOに対応
する添字 θ̂m を得る．

4. 実験
訓練済みの PEGO Transformerを用いて，PEGOの推

定を行なった．本節ではまず実験設定を示し，次に実験結
果について述べる．

4.1 実験設定
我々が構築した歩行者注視対象物データセット [12]を

用い，歩行者 652人分のデータに対して交差検証を行なっ
た．データ拡張として，入力画像の左右反転と，Projection
Layerに入力するオブジェクトクエリの順番のシャッフル
を行なった．
学習時には，Projection Layerのパラメータのみを更新対

象とした．Feature Extractorと Deformable Transformer

Decoderは，Deformable DETR [11]で訓練済みの重みを
用いて初期化した．使用するオブジェクトクエリの数は
N = 40とした．δI と δII はともに 0.3に設定した．Focal

損失のハイパーパラメータ α は 0.25，γ は 2 に設定した。

4.2 結果
表 1に PEGO推定の精度を示す．歩行者それぞれに対
応する PEGOの推定結果で最も尤度が高いものが正解と
一致するかを Top1正解率として評価に用いた．また，上
位 2位，3位，4位，5位で推定した PEGO中で，我々の
データセットと一致するかどうかを評価した結果を Top2,

Top3, Top4, Top5正解率とし，あわせて示している．
図 5(a)は PEGO推定の成功例である．これらの結果か

ら，従来の注視推定手法が必要としていた頭部特徴に依存
せず，PEGOの推定に成功したことが確認できる．一方，
図 5(b)は PEGO推定に失敗した例である．対象歩行者の
男性は後ろを振り向いているが，それとは反対側の女性を
PEGOと誤推定した．

5. 考察
PEGO Transformerの有効性を検証するため，損失関数
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表 1: 歩行者注視対象物（PEGO）推定の正解率
ロス関数 Top1(%) Top2(%) Top3(%) Top4(%) Top5(%)

チャンスレート 3.44 6.78 10.0 13.1 16.2

BCE ロスを使用 BCE 20.4 30.2 42.6 46.7 49.4

式 (3) による絞り込みなし Focal 19.8 23.8 25.4 28.9 38.4

PEGO Transformer Focal 24.7 32.3 45.6 51.6 62.8

(a) 正解: 女性は中央の車を注
視．

(b) 不正解: 男性は後方の男性
を注視しているが右側の女性を
注視と誤推定．

図 5: PEGOの推定例：対象歩行者は黄 BBox，推定した
PEGOは赤 BBoxで示す．赤点はデータセットに収録され
た注視点．

の変更としきい δII を変更した際の性能の変化を評価した．
損失関数を Focal 損失から BCE 損失に変更した場合，

PEGO推定精度が低下することを確認した．PEGO行列
では，歩行者の注視対象物体に対応する位置のみ値が 1と
なり，それ以外はすべて 0となる．そのため，値 0と値 1

の割合が大きく異なり，クラス間に不均衡が生じる．その
結果，BCE損失は非常に小さい値となり，学習が進まな
かったと考えられる．このことから，本モデルにおいては
クラスの不均衡を考慮した Focal損失が重要であったとい
える．
次に PEGO 推定において，しきい値 δII = 0 として，

式 (3)による絞り込みを行なわないと，精度が低下するこ
とを確認した．δII を小さくすると物体ではない誤検出も
PEGO推定の対象に含まれることが原因だと考えられる．
今後，Projection Layerの学習時にこのような誤りを考慮
することで，精度が向上することが期待される．

6. むすび
本発表では，歩行者の注視対象物（PEGO）を推定す

る Transformer ベースの手法を提案した．PEGO Trans-

former は，従来の注視対象推定手法で用いられる頭部位
置の情報を明示的に用いることなく PEGO 推定を可能
とした．今後の課題として，骨格情報を考慮した PEGO

Transformerの提案，などが挙げられる．
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