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＜要約＞歩行者の注視対象物推定は，自動運転車両の実現に必要となる歩行者の行動予測のための重要な要素で
ある．本発表では，交通シーンで歩行者が注視している物体（PEdestrians’ Gaze Object: PEGO）を推定する
PEGO Transformer V2を提案する．従来手法の多くは，高解像度の頭部画像と視線ヒートマップを用いて歩行者
の注視対象物を推定している．しかしながら，遠方にいる歩行者に対して，高解像度の頭部画像を得られないた
め，注視対象物の推定精度が低いという問題があった．そこで PEGO Transformer V2は，歩行者全身の特徴に
加え，歩行者位置情報も活用することで性能改善を図る．実験の結果，提案手法である PEGO Transformer V2

は，シーン中の歩行者ごとにそれぞれ正しい注視対象物を推定できることを確認した．
＜キーワード＞歩行者注視対象物，物体検出，視線検出，交通シーン

1 はじめに
歩行者の注視対象物（PEdestrians’ Gaze Object:

PEGO）推定は，自動運転車両等が歩行者の行動を予
測する際に必要となる重要な情報であり，未だ解決され
ていない重要な技術課題である．例えば，図 1のシー
ンにおいて，黄枠で示す歩行者は，奥の赤枠で示す車
両を見ていることから，自車両の接近に気づかず横断
するのではないか，といった行動予測が可能である．こ
の例からも分かるように，PEGOの推定結果は歩行者
が今後どのような行動をとるかを判断する重要な手が
かりとなる．
本発表では，車載カメラ画像に写る歩行者に対し，同
じ画像中のどの物体を見ているかの推定を目的とする．
車載カメラ画像に写る歩行者の状態は主に以下の 3つ
に分類できる．
• 画像撮影範囲内の特定の物体を見ている歩行者
• ぼんやりと進行方向を見ている歩行者
• 画像撮影範囲外を見ている歩行者
このうち，画像撮影範囲内の特定の物体を見ている歩
行者に着目する．対象歩行者の注視対象物を認識する
ことで，その歩行者の意図や行動予測に繋げることが

図 1 注視対象物に基づく行動予測の例
可能である．注視対象物の候補には，自車両と車載カメ
ラ画像に写る他の物体がある．ここで自車両を見てい
る歩行者は，その接近や車両の運転行動変化に気づけ
ることから，比較的安全であると考えられる．畑ら [1]

は歩行者が自車両を見ている場面を “アイコンタクト”

と定義し，その検出に取り組んでいる．一方，自車両以
外の物体を見ている歩行者に対し，その対象を推定す
ることができればより詳細なシーン理解に繋がる．我々
は，信号機を見ている歩行者は周囲を十分確認してい
ることから比較的安全であり，ボールを追う子供は危
険性が高いといった知識を獲得している．このような
知見を活用するためには，各歩行者の注視対象物が何
であるかを認識する必要がある．よって本発表では，畑
らの研究を発展させ，自車両以外の物体を見ている歩
行者の注視対象物の推定を行なう．
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2 関連研究
2.1 既存の注視対象物推定手法
“目は口ほどにものを言う”ということわざがあるよ
うに，人物の視線には意図や興味の対象が強く表出さ
れる．視線はコミュニケーションにおいて重要な役割
を担うことから，交通シーンに限らず様々なドメイン
で研究が行なわれている．
まずRecasensら [2]が提案したGazeFollowは，推定
対象の人物とその周囲の物体を写したシーン画像，高解
像度な頭部画像，及びその位置を入力して，対象人物の
視線を推定している．RecasensらはGazeFollowの学習
にGazeFollowデータセットを用いている．GazeFollow

データセットは，複数の大規模データセットから人物
画像を含むシーンを選別し，第三者のアノテータによっ
て対象人物の目の位置と注視点をアノテーションして
いる．この研究は，最近の視線推定・追従タスクの先
駆的な存在であり，GazeFollowデータセットも数多く
の研究（ [3, 4, 5]など）で用いられている．
次にWangら [5]が提案したGaTectorは，注視対象
物を物体レベルで推定する手法である．GaTectorの入
力はGazeFollowと同様であり，シーン画像，高解像度
な頭部画像，さらに頭部位置を組み合わせて視野ヒー
トマップを推定する．また同時に，シーン画像から注視
対象物候補の検出を行なう．そして，検出した物体の各
Bounding Box (BBox)内に含まれる視野ヒートマップ
のエネルギー総和を計算し，最も高い物体を注視対象物
とする．GaTectorのモデルの訓練には，小売店シーン
の注視対象物検出に特化したGOO (Gaze On Object)

データセット [6]が使われている．よって，GaTector

の対象は小売店のように人物と対象物体が近いシーン
であり，本研究が対象とする交通シーンとは人物と物
体の位置関係や物体が配置される密度が大きく異なる．
特に，車載カメラで撮影された歩行者の多くはカメラ
からの距離が遠く，解像度が低くなる．そのため，小売
店シーンで撮影された歩行者よりも小さく不鮮明に写
ることから，交通シーンでは注視領域の推定に必要な
高解像度な頭部画像の獲得が困難である．またWang

らは，視野ヒートマップの推定精度が低く，性能のボ
トルネックになることを考察で述べている．よって，高
解像度な頭部画像や視野ヒートマップに依存しない新
しい手法が必要である．

畑ら [1]が提案した Eye-contact Transformerは，車
載カメラ画像に写る歩行者が自車両を見ているか否か
（アイコンタクト）を検出する手法である．畑らは，車
載カメラ画像に写る歩行者の顔領域は不鮮明で既存の
視線推定手法が使えないことを実験によって示してい
る．そこで，歩行者の骨格と周囲環境の特徴を統合利
用することで，アイコンタクト検出を実現している．さ
らに，既存の交通シーンデータセット [7]に追加のアノ
テーションを実施し，複数のアノテータによって，歩
行者のアイコンタクトラベルを記録している．本発表
は畑らの研究を発展させ，歩行者が自車両以外を見て
いる場合に，見ている物体が何であるかの推定を目的
とする．
2.2 PEGOデータセット
これまで我々は，歩行者の注視対象物推定のための

PEGOデータセット [8]を構築してきた．本データセッ
トは，既存の交通シーンデータセット [9, 10]に対し，
新たに歩行者の注視点をアノテーションすることで構築
したデータセットである．このデータセットは，1,157

人の対象歩行者の IDと BBox座標，注視点座標，歩
行者の状態（自車両を見ている，後ろ向き），注視点
に対応する物体の BBox座標とそのクラス情報をアノ
テーションとして含んでいる．なお，人による判断の
曖昧さを考慮し，各歩行者に対して 3人のアノテータ
がアノテーションしている．さらに，このデータセッ
トを用いて，交通シーンにおける歩行者の注視対象物
（PEGO）を推定する PEGO Transformerを提案して
いる．本発表では，PEGO Transformerに対し，歩行
者と物体の位置情報と，推定対象か否かをそれぞれ明
示的に入力する改良を加えた PEGO Transformer V2

を提案するとともに，PEGOデータセットを用いてそ
の有用性を示す．
3 PEGO Transformer V2

本発表では，歩行者の注視対象物推定を行なうTrans-

formerベースの手法 “PEGO Transformer V2”を提案
する．従来の注視対象物推定手法とは異なり，本手法
は高解像度な頭部画像を必要とせず，歩行者の全身か
ら得られる画像特徴を用いて注視対象物を推定する．
また，視線ヒートマップを陽に用いず，シーン画像か
ら検出された物体に対して各歩行者の注視対象物の尤
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図 2 PEGO Transformer V2のアーキテクチャ
度が高くなるように PEGO Transformer V2を学習さ
せる． 図 2 に PEGO Transformer V2 のアーキテク
チャを示す．PEGO Transformer V2 は入力画像から
特徴を抽出する Backbone，物体に対応する特徴を捉
えるDeformable Transformer，特徴を利用して注視対
象物の予測結果を生成する Projection Layerからなり，
PEGO Transformer V2の学習に利用する教師信号を
生成する Label Generatorと合わせて 4モジュールか
ら構成される．以下で各モジュールについて紹介する．
Backbone Backbone は CNN で構成され，De-

formable Transformerの入力に用いる画像特徴量の獲
得を行なう．入力画像 x ∈ RC×H×W を CNNバック
ボーン（ResNet [11]）に入力し，式 (1)に示す画像特
徴量 f ∈ RC×H×W を出力する．ただし，C はカラー
チャンネル，H は画像の高さ，W は画像の幅である．

f = CNN(x) (1)

Deformable Transformer Deformable Trans-

formerは Deformable Transformer Encoder （DTE）
とDeformable Transformer Decoder （DTD） [12]で
構成され，画像特徴量 f から各物体に対応する特徴
量の Object Query o′ ∈ RD を出力する．Deformable

Transformerは，まず 式 (2)に示すように f を平坦化
（flatten）し，Positional Embedding P を加えてDTE

に入力する．
f ′ = DTE

(
flatten(f) + P

)
(2)

DTE は Self Attention モジュールによって各画像特
徴同士がそれぞれ影響し合う相互関係を捉える．次

に，DTE の出力 f ′ と Initial Object Query O =

{o1,o2, . . . ,oN |oi ∈ RD} を DTDに入力する．o1 ∼
oN はそれぞれ学習可能なD次元のパラメータであり，
ランダムな値に初期化して用いる．DTDの Cross At-

tentionモジュールによって，O は f ′ の情報を統合的
に取り入れ，物体と 1 対 1 で対応する特徴量 Object

Query O′ へ変換される．
O′ = DTD(f ′,O) (3)

DTD が出力する O′ = {o′
1,o

′
2, . . . ,o

′
N |o′

i ∈ RD}
を MLP1 に入力すると，対応する物体の BBox 座
標 B′ = {b′1, b′2, . . . , b′N |b′i ∈ R4}，クラスラベル C′ =

{c′1, c′2, . . . , c′N |c′i ∈ R}，及びその検出尤度スコア S ′ =

{s′1, s′2, . . . , s′N |s′ ∈ R}が得られる．
b′i, c

′
i, s

′
i = MLP1(o

′
i) (4)

Projection Layer Projection Layerは各物体の情
報を統合利用して，それぞれの物体の注視対象物尤度
を示す PEGOスコア ŷ ∈ RN を出力する．Projection

Layerは，主に Transformer Encoder (TE)とMLPで
構成される．その処理手順を 図 3に示す．Projection

Layerの入力は各物体に対応する Object Query o′
1 ∼

o′
N， BBox座標 b′1 ∼ b′N， クラスラベル c′1 ∼ c′N，検出尤度スコア s′1 ∼ s′N である．まず各 o′

i は MLP2

によってObject Feature o′′
i ∈ RD に変換する．MLP2

は o′
i から注視対象物検出に必要な特徴量の獲得を目指す．

o′′
i = MLP2(o

′
i) (5)
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図 3 Projection Layerの処理手順
次に b′i は MLP3 によって TEに入力可能な特徴量の
BBox Feature b′′i ∈ RD に変換する．

b′′i = MLP3(b
′
i) (6)

そして c′iと s′iをCondition Detectorに入力し，対象歩
行者と注視対象物候補を区別する Target Feature t′′i ∈
RD を得る．Condition Detectorは 式 (7)に示す定義
によって，対象歩行者を示す特徴量 tp，注視対象物候
補を示す特徴量 to，無視する物体を示す特徴量 tφ を
出力する．

t′′i =






tp
(
(s′i > δ) ∧ (c′i = σp) ∧ (tp /∈ T ′′)

)

to
(
(s′i > δ) ∧ (ti $= tp)

)

tφ
(
s′i ≤ δ

)
(7)

なお，σp は歩行者のクラスラベルを表し，δ は検出
尤度スコアのしきい値である．ここで，1つのシーン
画像内に複数の歩行者が存在する場合がある．この
とき，1 人の歩行者に tp を割り当て，その他の歩行
者は to を割り当てる．そして，この処理を全ての歩
行者に順に繰り返す．各歩行者に対する処理は独立な
ので，複数の歩行者で並列して注視対象物を推定でき
る．こうして得られた各 o′′

i , b
′′
i , t

′′
i に対し，同じ物体に対応する特徴量であることを示すために，Positional

Embedding P = {p1, p2, . . . , p3N |pi ∈ RD} を加算
する．Positional Embedding P は，N 種類の学習可
能な D 次元のパラメータで構成され，同じ値を 3 つ

ずつ含む．同じ物体に対応する o′′
i , b

′′
i , t

′′
i に対してそれぞれ同じ値を加算して，同じ物体から派生した特徴

量であることを表現する．さらに，入力特徴量の種類
を区別するために，BERT [13] に倣い Segment Em-

bedding S = {s1, s2, . . . , s3N |si ∈ RD} を加算する．
Segtment Embedding S は，3 種類の学習可能な D

次元のパラメータで構成され，同じ値を N 個ずつ含
む．同じ種類の特徴量に対応する o′′

1 ∼ o′′
N， b′′1 ∼ b′′N，

t′′1 ∼ t′′N に対してそれぞれ同じ値を加算して，その特徴量が Object Feature，BBox Feature，Target Feature

のどれを表すのかを表現する．よって TEへの入力は，
O′′，B′′，T ′′と，それらに P，Sを足し合わせた特徴
量となる．これらの処理の具体的な例を 図 4に示す．
各物体で O′ = {o′

1,o
′
2,o

′
3} が得られ，それぞれ Ob-

ject Feature O′′ = {o′′
1 ,o

′′
2 ,o

′′
3}， BBox Feature B′′ =

{b′′1 , b′′2 , b′′3}，Target Feature T ′′ = {t′′1 , t′′2 , t′′3}が生成される．そして，歩行者から生成された特徴量 o′′
1 , b

′′
1 , t

′′
1に対し，それぞれ同じ Positinal Embedding p1を加算

する．さらに，o′′
1 ,o

′′
2 ,o

′′
3 に Object Featureであるこ

とを示す so を，b′′1 , b
′′
2 , b

′′
3 に BBox Featureであるこ

とを示す sb を，t′′1 , t
′′
2 , t

′′
3 に Target Featureであるこ

とを示す stの Segment Embeddingをそれぞれ加算し
て，TEへ入力特徴量する．
TEは Self Attentionモジュールによって，これらの
特徴量を相互に考慮して変換した新たな特徴量 Õ, B̃, T̃
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図 4 Transformer Encoderの入力例
を出力する．





Õ
B̃
T̃



 = TE









O′′

B′′

T ′′



+P+S



 (8)

そして，õi ∈ Õ を MLP4 へ入力し，各物体に対応す
る PEGOスコア ŷ = {ŷ1, ŷ2, . . . , ŷN |ŷ ∈ R}を次式の
ようにして得る．

ŷi = MLP4(õi) (9)

Label Generator Label Generator は Projection

Layerの学習に用いる教師信号の PEGOラベル y ∈ R
を生成する．PEGO ラベル y には注視対象物のイン
デックス iを次式の条件で割り当てる．

(sx′
i ≤ lx ≤ ex′

i) ∧ (sy′i ≤ ly ≤ ey′i) ∧ (s′ > δ)

:={l = (lx, ly), b′i = (sx′
i, sy

′
i, ex

′
i, ey

′
i), b

′
i ∈ B′} (10)

最後に，Projection Layerが出力する各物体のPEGO

スコア ŷ と Label Generatorが生成する PEGOラベ
ル y の間の Cross Entropy を計算した損失を用いる．
ここで，1つのシーン画像内に複数の歩行者が存在す
る場合に，本来は注視対象物が異なる歩行者であって
も同じ注視対象物を推定する問題が生じる可能性があ
る．なぜなら同じシーン画像の場合，歩行者ごとに異な

る入力は Target Feature T ′′ のみであり，その他の入
力が同一なためである．そこで 式 (11)に示すように，
シーン画像内の対象歩行者数 nを Cross Entropyの計
算結果に乗じることでこの問題の解決を図る．複数の
歩行者が含まれるシーンは各歩行者ごとに正しく注視
対象物を推定しないと，通常よりも大きな損失が生じ
る．これにより，シーン画像単位で注視されやすい物
体を推定するのではなく，各歩行者単位で注視対象物
の推定を目指す．ここで (i=y) は，i = yのときに 1，
それ以外で 0を出力する One-hotベクトルである．

L = −n ·
N∑

i

(i=y) log ŷi (11)

4 実験
訓練済みのPEGO Transformer V2を用いて，歩行者
注視対象物推定を行なった．また PEGO Transformer

V2の有効性を示すため，歩行者注視対象物推定タスク
用に調整した既存手法と比較した．以下で実験設定に
ついて詳しく述べる．
我々が構築した PEGOデータセット [8]を用いて各
手法を訓練した．1,157人の歩行者の 8割を訓練データ，
2割を検証データとして用いた．訓練データに対しては
入力画像の左右反転とランダムクロップによるデータ
拡張をした．なお，PEGOデータセットは 3人のアノ
テータによる注視点が存在し，複数の注視対象物候補
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が存在する場合がある．学習データセットでは各注視対
象物ごとにデータを分割し，一つのシーン画像につき
注視対象物を一つに限定する．同じシーンに存在して
いたその他の注視対象物は，注視対象物推定の候補か
ら除外している．ただしPEGO Transformerの場合は，
入力サイズが同一でないと訓練ができないため，対象
外の注視対象物に対応する Object Feature o′′，BBox

Feature b′′には 式 (5)，式 (6)の処理を行なわずにラ
ンダムな値を設定し，Target Feature t′′ = tφ とした．
検証時には全ての注視対象物を含み，どの注視対象物
を選択しても正解と判定している．
PEGO Transformer V2 の学習時には，Projection

Layer のパラメータのみを更新対象とした．Feature

ExtractorとDeformable Transformerは，Deformable

DETR [12]で訓練済みの重みを用いて初期化し，使用
するオブジェクトクエリの数は N = 40とした．検出
尤度スコア s′ のしきい値 δは 0.3に設定した．
比較手法には GazeFollow [2]を参考にした視線ベー
スの手法と，Wangらの GaTector [5]を用いた．視線
ベースの手法は，まず事前学習済みの骨格検出器 1を用
いて，歩行者の頭部に対応する特徴点座標 (右目，左目，
鼻)を得る．次にシーン画像，切り出した頭部画像，顔
の中心座標（鼻の座標）をCNNとMLPで構成された
モデルに入力し，歩行者の視線の方向を推定する．視
線方向の教師信号は，PEGOデータセットで歩行者の
目の位置と注視点を結ぶ直線の角度を用いる．最後に，
推定した視線上で歩行者の目の位置に近い物体から順
に注視対象物とする．
GaTectorは，シーン画像，学習済みの骨格検出器の
結果を用いて切り出した頭部画像，顔の中心座標（鼻
の座標）を入力に用いる．実験では，GOOデータセッ
ト [6]で事前学習済みの GaTectorを，PEGOデータ
セットでファインチューニングしたモデルを用いた．
5 実験結果および考察
図 5に歩行者注視対象物推定の精度を示す．各注視

対象物候補のPEGOスコア ŷの最大値に対応するイン
デックスが，PEGOラベル yと一致するかを Top1正
解率として評価に用いた．また推定した PEGOスコア
の高い順に上位 2位内，3位内，4位内，5位内までに正

1https://mmpose.readthedocs.io/en/latest/model_zoo/
body_2d_keypoint.html#topdown-heatmap-swin-on-coco
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図 5 PEGO推定の精度
解が含まれるかどうかを評価した結果を Top2，Top3，
Top4，Top5正解率とし，あわせて示している．さらに
文献 [8]に対する改善を示すため，BBox Feature B′′と
Target Feature T ′′ を用いずに推定した結果を PEGO

Transformer V1の名前で示す．また， 図 6に PEGO

Transformer V2 による歩行者注視対象物推定結果を
示す．
PEGO Transformer V2 は比較手法や改善前の

PEGO Transformer V1と比べて高い性能を発揮した．
まず視線に基づく方法では，正しく視線を推定するこ
とが困難であった．これは視線の推定に用いる頭部画
像の解像度が低く，推定に必要な情報が十分に獲得で
きなかったためだと考えられる．また視線を正しく推
定できた場合でも，視線の近くに複数の物体が存在す
る場合は注視対象物を推定することが困難であった．特
に図 6 (b)に示すように，正解の注視対象物と歩行者を
結ぶ視線上に別の物体（図の例では別の歩行者）が存在
する場合，その物体が注視対象物に選ばれるため，正し
く推定ができなかった．一方，提案する PEGO Trans-

former V2は歩行者と注視対象物が離れた位置に存在
し，その間に別の物体が存在しても正しく推定ができ
た．次に，GaTectorは注視対象物を推定するために高
解像度の頭部画像を必要とするが，交通シーンでは対象
歩行者の距離が遠くなるため，そのような画像を得るこ
とは困難である．そのため，GaTectorの性能はPEGO
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(a) 検出成功: 右側の歩行者は中央の車両を注視 (b) 検出成功: 右側の歩行者は対向車両を注視

(c) 検出成功: 手前の歩行者は奥の車両を注視
((d) と同じシーン画像)

(d) 検出成功: 奥の歩行者は手前の車両を注視
((c) と同じシーン画像)

図 6 PEGO Transformer V2の PEGO推定結果: 黄枠が対象歩行者，赤枠が推定結果の PEGO，赤点がアノテータがクリックした注視点を示す
Transformer V2より低い結果となった．また注視対象
物の推定に用いる視野ヒートマップの推定が不十分で
あることも確認した．これについては，視野ヒートマッ
プの推定精度が注視対象物推定の性能のボトルネック
になるという Wang らの考察とも一致する．さらに，
PEGO Transformer V1は一つのシーン画像に複数の
歩行者が存在する場合，各歩行者についてそれぞれ異
なる注視対象物を推定することが困難である．一方提
案する PEGO Transformerは 図 6 (c)と (d)に示すよ
うに，同じシーン画像であっても歩行者毎に異なる注
視対象物推定が可能である．これはTarget Feature T ′′

で明示的に対象歩行者を示すとともに，シーン画像内
の歩行者数に応じて損失を調整するように変更したこ
とが貢献していると考えられる．
最後に，PEGO Transformer V2が歩行者の真の注
視対象物を推定できているかを確認するシナリオ実験
を行なった．PEGOデータセットに収録されている注
視対象物は，第三者のアノテータが判断した主観的な
指標である．そこで，シナリオ実験では歩行者が物体
を注視するシーンを撮影し，歩行者自らが注視対象物

を回答することでラベル付けをした．さらに，人間の
推定精度を評価するため，27枚のシーン画像を対象に
3人のアノテータが注視対象物をラベル付けした．そ
して，PEGO データセットで事前学習済みの PEGO

Transformer V2で注視対象物の推定を行ない，人間の
推定精度と比較した．PEGO Transformer V2の結果
例を 図 7 に示す．図中の黄枠が対象歩行者，赤枠が
推定結果の PEGO，黄点が実験歩行者がクリックした
真の注視点，赤点がアノテータがクリックした注視点
を示す．人間の Top1正解率が 55.6 %に対し，PEGO

Transformer V2も 55.6 %となることを確認し，人間
と同等の推定精度が得られることを確認した．
6 むすび
本発表では，交通シーン中の各歩行者の注視対象物
を推定する PEGO Transformer V2を提案した．我々
の提案する PEGO Transformer V2は，従来の注視対
象物推定手法で用いられている高解像度の頭部画像や
視線ヒートマップなしに歩行者の注視対象物を推定す
ることができる．今後の課題として，シーン画像の時
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図 7 シナリオ実験における PEGO Transformer V2の結果例
系列情報の活用や訓練データに存在しない物体クラス
でも推定可能なオープンワールド手法の開発が挙げら
れる．
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