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あらまし Web上の大量の動画像を効率よく検索するための重要な要素技術の一つとして，動画像に映っている物体

を認識する技術が挙げられる．従来，静止画像を対象とした一般物体認識は盛んに研究が行われてきたが，動画像を

対象とした一般物体認識の研究はほとんど行われていない．動画像を対象とした一般物体認識では，動画像中の様々

なフレームから得られる形状特徴と動き特徴の双方を効果的に利用することが重要となる．本報告では，歩行者検

出などで高い性能を持つ CoHOG（Co-occurrence Histograms of Oriented Gradients）を時間方向に拡張した時空間

CoHOG特徴を提案する．時空間 CoHOG特徴は，動画像中の局所領域での時空間勾配方向の共起ヒストグラムであ

る．認識には，BoF（Bag of Features）表現とカーネル SVMを用いる．実験では，Web上から収集した 10カテゴリ，

計 1,000本の動画像を用い，オプティカルフロー特徴および SIFT特徴と比較することにより，時空間 CoHOG特徴

の有効性を確認した．

キーワード 一般物体認識，動画像，時空間 CoHOG特徴，BoF表現

A Study on Spatio-Temporal CoHOG Features for Recognition of

Generic Objects in Video

Shogo NAKAMURA†, Daisuke DEGUCHI†, Tomokazu TAKAHASHI††,

Ichiro IDE†, and Hiroshi MURASE†

† Graduate School of Information Science, Nagoya University

Furo-cho, Chikusa-ku, Nagoya-shi, Aichi, 464-8601 Japan

†† Faculty of Economics and Information, Gifu Shotoku Gakuen University

Nakauzura 1–38, Gifu-shi, Gifu, 500-8288 Japan

E-mail: †snakamura@murase.m.is.nagoya-u.ac.jp, †{ddeguchi,ide,murase}@is.nagoya-u.ac.jp,

††ttakahashi@gifu.shotoku.ac.jp

Abstract Recognizing objects in videos is one of the important technologies to search a large amount of videos effi-

ciently on the Web. Recently, generic object recognition has been actively studied for still images, but almost not for

videos. As for the generic object recognition in a video, it is important to use both the shape features and the motion

features obtained from multiple frames in the video efficiently. In this paper, we propose spatio-temporal CoHOG

(Co-occurrence Histograms of Oriented Gradients) features. This is an extension of CoHOG features that provide

a high performance for pedestrian detection and others. The spatio-temporal CoHOG features are co-occurrence

histograms of oriented spatio-temporal gradients in local regions in a video. In the recognition, a BoF (Bag of

Features) representation and a kernel SVM are employed. We conducted an experiment on 1,000 videos including

10 categories collected from the Web. The experimental results showed the effectiveness of the spatio-temporal

CoHOG features compared with conventional optical flow features and SIFT features.
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1. は じ め に

近年，Web上には大量の動画像が存在し，それらを効率よく

検索する技術が求められている．検索するためのクエリの一つ

として，動画像に現れる物体が挙げられる．動画像中の物体を

認識することができれば，ユーザは自分の見たい動画像を容易

に探し出すことができる．例えば，自動車を検索クエリとする

ことで，図 1のような動画像を検索できる．一般的に，これら

の検索は動画像に付随したタグ（テキスト）を用いて行われる．

しかしながら，このようなタグはユーザが主観的に付けるもの

であるため，表記ゆれなどが原因で正しく検索できない場合が

あり，そもそもタグが付随しないものも多い．そのため，動画

像中の物体を計算機で認識する技術が必要となる．

Web上の動画像に含まれる物体は様々であるため，特定の物

体に依存しない認識手法が必要である．実世界に含まれる物体

を計算機が一般的な名称で認識する手法は一般物体認識と呼ば

れ，近年盛んに研究が行われている [1]．一般物体認識はカテゴ

リ内で見た目のバリエーションが大きい物体を扱うため，高い

認識率を得ることが難しく，解決すべき課題が多い．

従来，静止画像を対象とした一般物体認識手法に関する研

究が盛んに行われている．代表的な手法として，SIFT（Scale-

Invariant Feature Transform）[2]を用いたものが挙げられる．

SIFTは，画像の回転や照明変化に頑健な局所特徴であること

が知られており，抽出した特徴点の周辺領域のエッジやテクス

チャなどの形状特徴を 128次元の特徴ベクトルで記述するもの

である．これに対して，動画像を対象とした一般物体認識にお

いては形状特徴に加えて，動き特徴を用いることが有効である．

Kläserらは，HOG（Histograms of Oriented Gradients）[3]

の勾配を時間方向に拡張した特徴を提案している [4]．この特徴

は，動画像の形状情報だけでなく隣接フレーム間の動き情報も

得ることができ，動作認識に有効とされている．一方，複数の

特徴量の共起をとることで対象の記述能力を向上させる研究が

行われている．それらの研究の一つとして，Watanabeらは勾

配の共起を利用した CoHOG（Co-occurrence Histograms of

Oriented Gradients）を提案している [5]．画像空間中の様々な

位置関係で勾配の共起をとることで複雑な形状が表現可能とな

り，歩行者検出に有効とされている．

本報告では，これらの特徴の性質を組み合わせた時空間 Co-

HOG特徴を提案する．具体的には，従来の CoHOGにおける

勾配と共起を時間方向に拡張する．そうすることで，形状と動

きに対して高い記述力を得る．

以降，2節で時空間 CoHOG特徴とそれを用いた認識手法に

ついて述べる．そして，3 節で実験の方法と結果を述べる．4

節では，3節で述べた実験の考察に加えて，時空間 CoHOG特

徴と他の特徴を統合した場合の効果について調査した結果を述

べる．最後に，5節で本報告をむすぶ．

2. 時空間CoHOG特徴を用いた認識手法

2. 1 時空間 CoHOG特徴を用いた認識手法の概要

図 2 に，手法の流れを示す．まず，入力動画像から単位区

図 1 Web 上の動画像

入力動画像

統合

認識結果

単位区間

時空間CoHOG特徴

単位区間の認識

BoF表現

図 2 時空間 CoHOG 特徴を用いた認識手法の流れ

間を抽出し，そこから時空間 CoHOG 特徴を抽出する．単位

区間は，連続した複数フレームからなり，認識を行う単位で

ある．そして，単位区間から抽出された特徴を BoF（Bag of

Features）[6]表現し，カテゴリ毎に用意した 2クラス識別器を

用いて対象カテゴリに属する信頼度を算出する．最後に，全単

位区間の信頼度から，入力動画像の対象カテゴリに属する信頼

度を決定する．以降で，各段階について詳しく述べる．

2. 2 時空間 CoHOG特徴の抽出

単位区間から一定間隔で時空間局所領域（ブロック）をサ

ンプリングし，ブロック毎に時空間 CoHOG特徴を抽出する．

図 3に，ブロックのサンプリングの様子を示す．以下で時空間

CoHOG特徴量の計算方法について述べる．

まず，ブロック内の全画素で時空間勾配 g(x, y, t) を計算す

る．I(x, y, t)を画素の輝度として，g(x, y, t)の各要素を次のよ

うに求める．
gx(x, y, t) = I(x+ 1, y, t)− I(x− 1, y, t)

gy(x, y, t) = I(x, y + 1, t)− I(x, y − 1, t)

gt(x, y, t) = I(x, y, t+ 1)− I(x, y, t− 1)

(1)

次に，ブロックを複数の領域（セル）に分割し，各セルで平均勾

配 ḡ(x, y, t)を計算する．そして，各平均勾配 ḡ(x, y, t)を正 20
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図 3 単位区間からのブロックのサンプリング
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図 4 正 20 面体（図の数字は量子化方向を表す）

面体の頂点である 12方向に量子化する．正 20面体の頂点の座

標は，ϕ =
1+

√
5

2
として (±1,±ϕ, 0), (0,±1,±ϕ), (±ϕ, 0,±1)

である．図 4に，正 20面体を示す．

ブロック内の各セルで計算した勾配方向を利用して，勾配方

向の共起ヒストグラムを作成する．これが時空間 CoHOG特徴

である．以下で，図 5に沿って作成の流れを説明する．

（ a） まず，基準セルとの位置関係により，63種類のペアを

形成する（ただし，基準セル自身も含む）．なお，手前側にペア

を形成しないのは，対称性による冗長性を排除するためである．

（b） 各ペアの位置関係にあるセルの組み合わせをブロック

内から列挙し，その勾配方向のペアをヒストグラムに投票して

いく．

（ c） 各ペアのヒストグラムを連結することで最終的なヒス

トグラムとする．ただし，基準セル同士のペアはそのセル自身

の勾配方向のみでヒストグラムを作成する．また，勾配強度が

0に等しいセルは利用しない．

時空間 CoHOG特徴量は (12× 12× 62) + 12 = 8,940次元

となり，非常に次元が大きくなる．そのため，PCA（Principal

Component Analysis）により d次元に圧縮する．

2. 3 時空間 CoHOG特徴の BoF表現

認識を行う前処理として，単位区間の全ブロックで作成した

時空間 CoHOG特徴を BoF表現する．BoF表現は画像を局所

特徴量のヒストグラムで表現する手法であり，一般物体認識の

分野で広く用いられている．この手法は学習段階と認識段階に

分かれており，一般に以下の手順で行う．

学習段階では，まず各学習用画像から複数の局所特徴量を抽

出する．そして，全学習用画像の全局所特徴量を k-means ク

ラスタリングすることにより，visual word を生成する．visual

word は，局所特徴量を表す特徴ベクトルをベクトル量子化し

たものである．各局所特徴量を最も類似する visual word とし

(a) ペアの形成 (b) ブロック内の探索

頻
度

…

……

…

勾配方向

(c) ヒストグラムの作成

… …

基準
セル

図 5 時空間 CoHOG 特徴の抽出

て表現することにより，各学習用画像は visual word の出現頻

度のヒストグラムで記述される．認識段階では，まず学習段階

と同様に，各入力用画像から局所特徴量を抽出する．そして，

学習段階で生成された visual word を用いて，各入力用画像を

visual word の出現頻度のヒストグラムで表現する．

2. 4 識別器の学習

学習動画像の単位区間で作成した時空間CoHOG特徴のBoF

表現を用いて，識別器を学習する．なお，識別器はカテゴリ毎

に用意しておく．識別器には，カーネル SVM（Support Vector

Machine）[7]を用いる．カーネル SVMは高い認識性能を持っ

ていることが知られ，様々な画像認識問題に応用されている．

本研究では，カーネル関数として χ2 カーネルを用いる．χ2

カーネルは以下の式で表される．

k(x,y) = exp

(
−γ
∑
i

(xi − yi)
2

xi + yi

)
(2)

χ2 カーネルは画像分類において最も性能が良いカーネルであ

ると報告されている [8]．γ には，全学習ベクトルの組み合わせ

における平均 χ2 距離の逆数を設定する．

2. 5 単位区間の認識

事前に学習しておいた識別器を用いて，単位区間の認識を行

う．識別器の出力結果としては，分離超平面からの符号付き距

離が得られる．この値を対象カテゴリに属する信頼度とする．

2. 6 統 合

単位区間 tの信頼度 ct を用いて，入力動画像の認識を行う．

入力動画像の単位区間数を T とすると，最終的な信頼度 ĉは次

式によって決定する．

ĉ =
1

T

T∑
t=1

ct (3)

動画像に映っている物体を認識したい場合，ĉ > 0となるカ

テゴリを認識結果とする．ただし，映っている物体が 1種類と

いう条件ならば，ĉが最大のカテゴリを認識結果とする．また，

クエリを与えて動画像を検索したい場合は，ĉをそのまま利用

する．
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(a) bicycle+person (b) bus

(c) car (d) cat

(e) cow (f) dog

(g) horse (h) motorbike+person

(i) person (j) sheep

図 6 実験で使用した動画像の例

3. 実 験

3. 1 実験データセット

データセットは，YouTube [9]から動画像を収集して構築し

た．動画像中の一般物体のカテゴリは，PASCAL Visual Object

Classes Challenge 2006 [10]で使用されたデータセットと同一

の 10カテゴリとした．具体的には，bicycle, bus, car, cat, cow,

dog, horse, motorbike, person, sheep である．図 6 にデータ

セットの一部を示す．データセット中の動画像は対象物体が映

るように切り出した．しかし，オクルージョンや画面外へのは

み出しで物体の一部が映っていないフレームが存在した．また，

異なるカテゴリの物体が同時に映っている動画像も収集した．

例えば，bicycle, motorbikeが含まれる動画像については，す

べて person も同時に映っているものであった．そのため，こ

れらの動画像を personの識別器に学習させる際は，すべてポ

ジティブデータとして扱った．

データセットの動画像数は 1,000本であり，各カテゴリ 100

本（person は bicycle, motorbike と同時に映っている動画像

も含めると 300本）とした．また，動画像のフレームサイズは

1,280×720～1,920×1,080 [pixels]，フレーム数は 45～270 で

あった．

3. 2 実 験 方 法

提案する時空間 CoHOG特徴を用いた手法と，オプティカル

フロー特徴，SIFT特徴を用いる以下の 2つの手法を比較した．

　比較手法 1： 認識手法は，2.2 節をオプティカルフロー特

徴に置き換え，2.3節の BoF表現を行わないものとした．オプ

ティカルフロー特徴としては，隣接フレーム間のオプティカル

フローを用いた．フローの抽出にはブロックマッチング法を利

用した．各フレームの各ブロックに対してフローを計算し，単

位区間でフローの方向ヒストグラムを作成した．

　比較手法 2： 認識手法は，2.2 節を SIFT 特徴に置き換え

たものとした．SIFT特徴点の検出には，DoG（Difference of

Gaussian）を用いた sparse な手法とグリッドサンプリングや

ランダムサンプリングを用いた denseな手法があるが，本研究

では一般物体認識でより有効とされる後者の denseな手法を用

いた．スケール変化に頑健な特徴とするため，特徴点検出は複

数スケールのグリッドサンプリングにより行った．

各手法を用いる際のパラメータは，次のように設定した．時

空間 CoHOG特徴については，単位区間のフレーム数を f = 5，

ブロックサイズをwB = hB = 80，セルサイズをwC = hC = 5,

fC = 1，PCA適用後の次元数を d = 500とした．オプティカ

ルフロー特徴については，ブロックサイズを 20 × 20，方向ヒ

ストグラムのビン数を 36 とした．SIFT 特徴については，サ

ンプリング間隔を 80，スケールを 8, 16, 24, 32の 4種類とし

た．時空間 CoHOG特徴と SIFT特徴の BoFにおける visual

wordの数は 500とした．
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表 1 各特徴を用いた手法の Mean AP

特徴 Mean AP

時空間 CoHOG 特徴 0.454

オプティカルフロー特徴 0.394

SIFT 特徴 0.414

0
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bic. bus car cat cow dog hor. mot. per. she.

A
P

カテゴリカテゴリカテゴリカテゴリ

時空間CoHOG特徴

オプティカルフロー特徴

SIFT特徴

図 7 各特徴を用いた手法のカテゴリ毎の AP

3. 3 評 価 方 法

評価には，2-fold cross validationによるMean AP（Aver-

age Precision）を用いた．Mean APはカテゴリ毎に算出した

APの平均値である．APは検索結果を評価する際に用いられ

る評価基準であり，以下のように求める．まず，入力動画像群

を対象カテゴリに属する信頼度が高い順に並び替える．そして，

ランキング上位から順に調べていき，正解であればその時点で

の適合率を計算する．すべての正解データが現れたら，次式で

APを計算する．

AP =
1

V

V∑
v=1

Pr(v) (4)

Pr(v) は対象カテゴリに属する動画像 v が現れたときの適合

率，V は対象カテゴリに属する動画像数である．本研究の場合，

person では V = 150，それ以外のカテゴリでは V = 50 とな

る．APは Precision-Recall曲線と座標軸に囲まれた領域の面

積に相当する．

3. 4 実 験 結 果

表 1に，各手法のMean APを示す．この表から，オプティ

カルフロー特徴，SIFT特徴を用いるよりも時空間 CoHOG特

徴を用いるほうが精度が高いことがわかる．このことから，時

空間 CoHOG特徴の有効性を確認した．

4. 考 察

4. 1 特徴の比較に関する考察

図 7に，各特徴を用いた手法のカテゴリ毎の APを示す．こ

の図から，ほとんどのカテゴリで時空間 CoHOG特徴の精度が

最も高いことがわかる．表 2 に，cat のランキング上位 10 位

までの結果を示す．この表は，catの識別器に全カテゴリの動

画像を入力した際，信頼度が上位 10位以内であった動画像の

実際のカテゴリを表している．

表 2 cat のランキング

(a) 時空間 CoHOG 特徴

（AP = 0.553）

　順位　 　カテゴリ　

1 cat

2 cat

3 cat

4 person

5 cat

6 cat

7 cat

8 cat

9 cat

10 cat

(b) オプティカルフロー特徴

（AP = 0.400）

　順位　 　カテゴリ　

1 car

2 dog

3 cat

4 cat

5 person

6 cat

7 cat

8 dog

9 cat

10 dog

表 3 motorbike のランキング

(a) 時空間 CoHOG 特徴

（AP = 0.275）

　順位　 　カテゴリ　

1 motorbike

2 person

3 motorbike

4 car

5 horse

6 car

7 horse

8 person

9 horse

10 car

(b) SIFT 特徴

（AP = 0.439）

　順位　 　カテゴリ　

1 motorbike

2 motorbike

3 motorbike

4 motorbike

5 motorbike

6 motorbike

7 horse

8 bicycle

9 sheep

10 dog

carと motorbikeについては SIFT特徴に及ばなかった．こ

れらのカテゴリについては，オプティカルフロー特徴の精度も

低いことから，動きが形状に比べて有効ではなかったと考え

られる．表 3に，motorbikeのランキング上位 10位までの結

果を示す．時空間 CoHOG特徴のランキングでは person, car,

horseの動画像が上位に入っていた．これらの動画像を実際に

見てみると，直線的に走行していないmotorbikeや，踊ってい

る person，浅瀬で水しぶきを上げながら走る horseなどが映っ

ていた．したがって，特殊な動きを伴う動画像が高い信頼度を

得た可能性が高く，直線的に走行するmotorbikeの動画像を検

索できなかったと考えられる．現段階では，時間方向の共起を

2フレーム先までしか用いていないため，さらに離れた時間間

隔でペアをとることでより良い動き特徴が得られる可能性も

ある．

4. 2 特徴の統合に関する考察

本節では参考として，2 節で提案した時空間 CoHOG 特徴，

および 3節で比較手法として取り上げた SIFT特徴・オプティ

カルフロー特徴を統合した場合の効果について調査した結果を

述べる．

4. 2. 1 特徴の統合手法

特徴の統合には，MKL（Multiple Kernel Learning）[11]を

用いる．これは，複数の識別器のカーネルを線形結合すること
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（O はオプティカルフロー特徴，S は SIFT 特徴，C は時空間

CoHOG 特徴を表す）

で統合カーネルを作成する手法である．本来MKLはカーネル

選択のために作られたが，Varma らは MKL における各カー

ネルを特徴に対応付けて統合することで画像認識を行う手法を

提案した [12]．そこで，本節でもカーネル選択ではなく特徴統

合のためにMKLを用いる．統合カーネルK(x,y)は特徴 f の

カーネル kf (xf ,yf )から次式のように作成できる．

K(x,y) =

F∑
f=1

βfkf (xf ,yf ) (5)

F は特徴数，βf は特徴 fの重みを表す（βf >= 0,
∑F

f=1
βf = 1）．

また，各特徴のカーネル kf (xf ,yf )には，2節同様 χ2 カーネ

ルを用いる．

4. 2. 2 特徴の統合実験

特徴統合の有効性を調査するため，各特徴のみを用いる手法

と特徴統合を行う手法を比較した．実験条件は基本的に前節と

同じであり，各特徴 f のカーネル重み βf は均一重み（βf = 1
F
）

とした．

各特徴を用いた手法および特徴統合による手法のMean AP

を図 8に示す．この図から，単一特徴を用いるよりも特徴統合

を行う方が認識精度が高くなっていることがわかる．このこと

から，特徴統合の効果を確認した．また，特徴統合の中でも 3

種類すべての特徴を統合する手法が最も認識精度が良かった．

すなわち，時空間 CoHOG特徴は形状と動きの双方を記述する

ものの，SIFT特徴とオプティカルフロー特徴には認識に有効

な情報が他にあることがわかる．特に，オプティカルフロー特

徴よりも SIFT特徴と統合した方が認識精度が向上することか

ら，時空間 CoHOG特徴に形状情報が不足していると考えられ

る．そのため，空間方向をより重視した勾配の量子化が必要で

ある．

5. む す び

本報告では，動画像を対象とした一般物体認識のための時空

間CoHOG特徴量を提案した．時空間CoHOG特徴はCoHOG

における勾配と共起を時間方向に拡張したものである．単位区

間から一定間隔で時空間 CoHOG特徴を抽出し，PCAにより

次元を圧縮し，BoF表現することで単位区間を記述した．そし

て，カーネル SVMによる認識を単位区間毎に行い，それらの

結果を平均することにより，入力動画像の認識を行った．実験

では，YouTubeにおいて収集した 1,000本の動画像を使用し，

時空間 CoHOG特徴とオプティカルフロー特徴，SIFT特徴を

比較した．オプティカルフロー特徴は，各隣接フレーム間のオ

プティカルフローのヒストグラムを作成することによって抽出

した．SIFT特徴は，各フレームからグリッドサンプリングに

より特徴点を抽出し，BoF表現することによって抽出した．実

験の結果，時空間 CoHOG特徴を用いた手法が最も高い認識精

度となることを確認した．

今後の課題としては，より離れた時間間隔でのペアの形成を

始めとした適切なパラメータ設定や，空間方向をより重視した

勾配の量子化が挙げられる．
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